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En modélisant la fréquence sinistre, on cherche à créer des groupes homogènes de 
risques que l'on appelle cellules tarifaires [Ohlsson and Johansson, 2010].

Ces dernières doivent être suffisamment larges pour qu'il y ait une mutualisation 
mais suffisamment différenciées pour attirer certains prospects.

Ohlsson, E. and Johansson, B. (2010).

Non-life insurance pricing with generalized linear models, volume 2.

Springer.



Pour représenter notre problème en deux dimensions et illustrer les méthodes qui 
vont suivre, nous créons un jeu de données simulées.



Nous avons un jeu de données telematics collectées dans le cadre d'une assurance 
PAYD et nous voulons ajuster un modèle de fréquence. Une méthode classique en 
actuariat consiste à ajuster un modèle GLM pour obtenir ce modèle de fréquence. 
Cependant, lorsqu'il y a des variables continues dont la relation avec la fréquence 
sinistre est non-linéaire, il devient nécessaire de discrétiser la variable explicative.

• Souvent, l'ajustement de ces modèles nécessite de la "connaissance d'expert" 
pour découper correctement ces variables.

• Il n'y a aucune garantie que le découpage est optimal.

• Cette opération peut être très longue selon le nombre de colonnes.



• Les méthodes de Machine Learning telles que Random Forest ou XGBoost 
constituent de bonnes heuristiques d'apprentissage pour des données tabulaires. 
Ce qui signifie qu'elles performent généralement bien sur ce genre de données.

• Elles n'ont pas besoin qu'on leur spécifie une structure a priori et prennent 
naturellement en compte des interactions entre les variables.

• Elles ne requièrent pas trop de paramétrage.

Seule ombre au tableau, la chaîne de décision de ces méthodes est difficile voire 
impossible à appréhender pour un humain. Elles sont donc difficiles à expliquer à un 
public non-expert.



Selon [Guidotti et al., 2018], interpréter (en Machine Learning) signifie fournir une 
explication ou le sens d'un concept en des termes compréhensibles par l'humain.

Une explication est une interface entre l'humain et la machine. Cette interface doit

• être un bon proxy du modèle Black-Box

• être compréhensible pour l'humain.

Guidotti, R., Monreale, A., Ruggieri, S., Turini, F., Giannotti, F., and Pedreschi, D. (2018).

A survey of methods for explaining black box models.

ACM computing surveys (CSUR), 51(5):93.



De cela découle 4 types de problèmes que l'on cherche à résoudre pour rendre les 
modèles interprétables.

Source : [Guidotti et al., 2018]



Les méthodes bien connues telles que la "Variable Importance" ou les "Partial 
Dependence Plots" apportent de l'information mais celle-ci est insuffisante.





Source : https://arxiv.org/pdf/1602.04938.pdf











































Pour chaque split potentiel, la somme des déviances des deux noeuds/régions filles :

Où la déviance s'exprime pour chaque région fille



Comme on peut s'y attendre, l'arbre obtenu est cohérent avec les données initiales.



Un Additive Tree Model (ATM) [Cui et al., 2015] est un ensemble d'arbres de 
régression ou de classification qui s'écrit sous la forme :

Cui, Z., Chen, W., He, Y., and Chen, Y. (2015).

Optimal action extraction for random forests and boosted trees.

In Proceedings of the 21th ACM SIGKDD international conference on knowledge discovery and

data mining, pages 179–188. ACM



Le Poisson Random Forest est une combinaison de T arbres de régression de Poisson. En 
conséquence, il est possible d'écrire ses prédictions :

Dès lors, en posant il devient aisé de voir que le Poisson Random Forest est 
un ATM.

Par définition, un modèle Gradient Boosting appartient à la classe des ATM.







L'exemple précédent montre que sur un ATM bien connu (Random Forest), le 
problème d'intelligibilité peut être formulé comme une problème de parcimonie.

En effet, la prédiction du Random Forest a été rendue plus fine que celle de l'arbre 
grâce aux multiples régions qui ont été créées. Cependant, cette fragmentation rend 
le modèle peu parcimonieux et donc très compliqué à comprendre.







Idée générale : aggréger des fragments d'espace pour simplifier la partition de la 
Black-Box et en extraire un modèle surrogate.

Inputs : Les observations du dataset, la prédiction du modèle Black-Box (Random
Forest, GBM, XGBoost) ainsi que leurs splits.

Output : Un arbre de décision à K feuilles.





Comme le proposent [Hara and Hayashi, 2016], nous voulons transformer le 
problème en un problème d'optimisation de vraisemblance. Pour cela, il nous faut 
une expression generative probabiliste de l'ATM . Le problème de 
maximisation devient,

Malheureusement, il n'y a pas de formule fermée pour obtenir les paramètres. 
Néanmoins, nous pouvons utiliser l'algorithme Expectation Maximisation qui est 
courante pour des problèmes complexes d'optimisation de log-vraisemblance. Un 
cas d'école est le mélange gaussien.

Hara, S. and Hayashi, K. (2016).

Making Tree Ensembles Interpretable: A Bayesian Model Selection Approach.

arXiv:1606.09066 [stat]





















• Le jeu de données contient 33 259 observations

• Le portefeuille est majoritairement composé de jeunes conducteurs.

• Il y a une fréquence sinistre moyenne de 8.38% sur le portefeuille global si l'on 
considère le temps comme exposition.



Dans le jeu de données, nous avons des variables classiques de la police telles que 
l'âge, l'ancienneté de permis et le sexe par exemple. Ces variables semblent être 
discriminantes pour la prédiction de la fréquence sinistre.



Le jeu de données contient aussi des variables originales collectées par des boîtiers 
embarqués dans les voitures pendant les trajets.



Pour modéliser la fréquence sinistre avec des ATM poissonniens, nous avons choisi le 
Poisson Random Forest implémenté dans le package R RfCountData ainsi que le 
Gradient Boosting implémenté dans le package XGBoost

Tous les deux permettent de gérer la variable d'offset aussi appelée exposure chez 
les actuaires.









• DefragTrees permet de donner un bon surrogate en termes de fidélité

• Le framework est assez général pour s'adapter à la majorité des distributions 
utilisées en actuariat

• L'algorithme ne fournit pas une suite d'arbres emboités






