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Qu’est-ce qu’un contrat d’assurance-vie ?

Utilité : 
• Moyen d’épargne à moyen et long terme.
• Fiscalité avantageuse.

Types : 
• Contrat EURO : Placement sur des produits sans risque comme des obligations 

d’Etat.
• Contrat UC : Placement sur des produits à risque, notamment liés à la bourse.

Attributs : Définissent la situation du contrat de manière mensuelle.

(ex : versements effectués, frais de gestion prélevés, etc.)



Problématique

Le traitement des anomalies de 
contrats d’assurance-vie est 
complexe : 

Développement d’une méthode de réduction du temps de 
traitement des anomalies

125 M 
de contrats à 
traiter par an

0,19% 
d’anomalies par 

mois en moyenne

→ De nouvelles anomalies 
chaque mois.

→ Requiert du temps de 
travail.

→ Corrections à réaliser dans 
des délais courts.
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Monitoring Métier
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Monitoring IA : Suivi de la performance de l’IA



•  Détecter les contrats présentant une anomalie de récurrence un mois donné.

•  Partitionner les contrats en groupes basés sur la similarité de leur situation.

•  Extraire les variables discriminantes de chaque partition.

•  Visualiser les relations entre partitions.

Vue d’ensemble de la méthode de traitement 
des anomalies



Comment repérer les anomalies ?

Méthode de l’équation de récurrence :

•  Egalité liant tous les attributs d’un contrat d’assurance-vie devant être respectée 
pour chaque contrat.

•  Détecter si les évènements d’entrée et de sortie d’argent arrivant sur un contrat 
sont déséquilibrés.

•  Détecter la présence d’une anomalie, mais pas sa cause.

Equation de récurrence (simplifiée) :



Prétraitement des données

Ecarts d’échelle importants entre les 
montants gérés sur différents contrats.

→ Fonction de transformation de 
données non-linéaire pour réduire 
l’écart entre valeurs extrêmement fortes 
et faibles : Tangente hyperbolique.

→ Application d’une transformation 
affine pour modifier l’intensité et le biais 
de la pente selon la variable.

Ordre de magnitude 70 entre les 
quantiles 50 % et 75 % de la variable 
« PM d’ouverture ».

Transformation affine



Typographies différentes pour 
désigner les mêmes anomalies 
au sein de la base de données.

→ Création de labels communs.

→ Mise en place de scripts de 
correction automatique.

Les deux labels encadrés en rouge 
représentent la même anomalie concernant 
l’attribut « provision mathématique ». 

Prétraitement des données



K-Means DBSCAN HDBSCAN

Méthodes de Clustering



Méthodes de Clustering
K-Means

Partition de l’espace : 

• Hypothèse forte sur la 
forme des clusters.

• Inadapté pour la détection 
d’outliers.

• Connaissance du nombre 
de clusters.



Méthodes de Clustering
DBSCAN (1/13)

Partition de l’espace : 

• Aucune hypothèse sur la 
forme des clusters.

• Robuste au bruit.

• Aucune connaissance sur 
nombre de clusters.

• Peu robuste à une densité 
non uniforme

• Paramétrage non intuitif



Méthodes de Clustering
DBSCAN (2/13)

Objectif : Obtenir des clusters 
non sphériques en fonction de 
la densité des points.

Comment : Définir la notion de 
point dense à travers deux 
paramètres 𝜀 et 𝑚𝑖𝑛_𝑠𝑎𝑚𝑝𝑙𝑒.



Méthodes de Clustering
DBSCAN (3/13)

1 – Notion de 𝜺 voisinage

Objectif : Définir une métrique 
pour mesurer la distance entre les 
observations.

Comment : Définir un seuil de 
distance 𝜺  pour détecter les 
observations considérées comme 
proches.

𝜺



Méthodes de Clustering
DBSCAN (4/13)

2 – Notion de point dense

Objectif : Sélectionner les 
observations formant des 
zones denses.

Comment : Définir le nombre 
minimal d’observations 
𝑚𝑖𝑛_𝑠𝑎𝑚𝑝𝑙𝑒 dans le voisinage 
proche (𝜀 voisinage) pour 
identifier les points denses.

6 obs.
dense

3 obs.
non dense

𝜺



Méthodes de Clustering
DBSCAN (5/13)
3 – Notion de point frontière et 
d’outlier

Objectif : Etiqueter chaque 
point selon son niveau de 
densité : 

• Point dense

• Point frontière

• Outlier
Point 
dense

Point 
frontière

Outlier



Méthodes de Clustering
DBSCAN (6/13)

4 – Création des clusters : Etape 1

Objectif : Utiliser les points 
denses pour créer des 
clusters.

Comment : Agréger les 
points denses à distance 𝜀 
afin de former un cluster

Point 
dense

Point 
frontière

Outlier



Méthodes de Clustering
DBSCAN (7/13)

4 – Création des clusters : Etape 2

Objectif : Utiliser les points 
denses pour créer des 
clusters.

Comment : Agrandir le 
cluster avec les points 
frontières à distance 𝜀 d’un 
point du cluster.

Point 
frontière



Méthodes de Clustering
DBSCAN (8/13)

5 – Résultat de l’algorithme

→ Les clusters sont de formes 
différentes (non sphérique pour le 
cluster 1)

→ Des points éloignés peuvent 
appartenir à un même cluster via 
une suite de points connectés 
(phénomène de propagation)



Méthodes de Clustering
DBSCAN (9/13)

Exemple



Méthodes de Clustering
DBSCAN (10/13)

Hiérarchisation du clustering : Approche par dendrogramme

𝜺



Méthodes de Clustering
DBSCAN (11/13)

𝜺

Hiérarchisation du clustering : Approche par dendrogramme



Méthodes de Clustering
DBSCAN (12/13)

Hiérarchisation du clustering : Approche par dendrogramme

𝜺



Méthodes de Clustering
DBSCAN (13/13)

6 – Limites du modèle

Le choix du paramètre 𝜺 est très peu intuitif :

→ Pour une zone avec de nombreux points 
rapprochés, un niveau de seuil faible est à 
privilégier sinon tous les points appartiendront à 
un unique cluster.

→ Pour une zone avec des points espacés, un seuil 
élevé est à privilégier sinon de nombreux points 
sont identifiés en outlier.

→ Modèle inadapté en présence de plusieurs densités différentes.

𝜀 = 0.05 𝜀 = 0.1 𝜀 = 0.15



Méthodes de Clustering
HDBSCAN (1/8)

Partition de l’espace : 

• Aucune hypothèse sur la 
forme des clusters.

• Robuste au bruit.

• Aucune connaissance sur 
nombre de clusters.

• Robuste à une densité non 
uniforme

• Paramétrage intuitif



Méthodes de Clustering
HDBSCAN (2/8)

1 – Choix d’une nouvelle métrique

Objectif : Obtenir une meilleure mesure 
de la proximité des points.

Idée : « Eloigner » les observations dans 
les espaces clairsemés sans modifier les 
zones denses.

Comment : Créer la distance 
d’accessibilité mutuelle 𝑑𝑚𝑢𝑡𝑢𝑎𝑙 𝑟𝑒𝑎𝑐ℎ.

𝒅𝒎𝒖𝒕𝒖𝒂𝒍 𝒓𝒆𝒂𝒄𝒉 𝑎, 𝑏 = max(𝑑𝑐𝑜𝑟𝑒(𝑎),  𝑑𝑐𝑜𝑟𝑒 𝑏  ,  𝑑𝑒𝑢𝑐𝑙𝑖𝑑 𝑎, 𝑏)



Méthodes de Clustering
HDBSCAN (3/8)

2 – Mise en place d’un arbre couvrant minimal (Minimum Spanning Tree)

Objectif : Connecter l’ensemble des 
points en minimisant la somme des 
distances d’accessibilité mutuelles.

Comment : Chaque nœud du 
graphe est un point d’observation et 
chaque arête est égale à la 
distance d’accessibilité mutuelle 
entre les points.



Méthodes de Clustering
HDBSCAN (4/8)

3 – Visualisation des divisions de l’arbre couvrant minimal 

Obtenu  en « élaguant » l’arbre 
minimum couvrant en coupant 
les arêtes par ordre décroissant 
de 𝑑𝑚𝑢𝑡𝑢𝑎𝑙 𝑟𝑒𝑎𝑐ℎ.

𝑑𝑚𝑢𝑡𝑢𝑎𝑙 𝑟𝑒𝑎𝑐ℎ ≈ 0.33



Méthodes de Clustering
HDBSCAN (5/8)

4 – Création des clusters

Objectif : Simplifier le 
dendrogramme en 
« lissant » les clusters.

Comment : 

• Considérer uniquement 
les clusters avec au 
moins 𝒎𝒊𝒏_𝒄𝒍𝒖𝒔𝒕𝒆𝒓_𝒔𝒊𝒛𝒆 
observations.

• « Retourner » le 
dendrogramme en 
calculant 𝜆 =

1

𝑑𝑚𝑢𝑡𝑢𝑎𝑙 𝑟𝑒𝑎𝑐ℎ



Méthodes de Clustering
HDBSCAN (6/8)

4 – Création des clusters

Objectif : Simplifier le 
dendrogramme en 
« lissant » les clusters.

Comment : 

• Considérer uniquement 
les clusters avec au 
moins 𝒎𝒊𝒏_𝒄𝒍𝒖𝒔𝒕𝒆𝒓_𝒔𝒊𝒛𝒆 
observations.

• « Retourner » le 
dendrogramme en 
calculant 𝜆 =

1

𝑑𝑚𝑢𝑡𝑢𝑎𝑙 𝑟𝑒𝑎𝑐ℎ

…

𝑛 < min _𝑐𝑙𝑢𝑠𝑡𝑒𝑟_𝑠𝑖𝑧𝑒

𝑛 < min _𝑐𝑙𝑢𝑠𝑡𝑒𝑟_𝑠𝑖𝑧𝑒

𝑛 < min _𝑐𝑙𝑢𝑠𝑡𝑒𝑟_𝑠𝑖𝑧𝑒



Méthodes de Clustering
HDBSCAN (7/8)

5 – Sélection des clusters

Comment : 

• Définir la stabilité d’un 
cluster :

𝑺 𝑪 =  

𝒑∈𝑪

(𝝀𝒑 − 𝝀𝑪)

• Sélectionner les clusters 
maximisant σ𝑪 𝑺(𝑪).

𝟏/𝜺𝟏

𝟏/𝜺𝟐
𝟏/𝜺𝟑



Méthodes de Clustering
HDBSCAN (8/8)

Résultats



HDBSCAN & DBSCAN
Combinaison (1/3)

Pourquoi : Si la stabilité des petits clusters est trop importante, HDBSCAN en sélectionne trop.

DBSCAN HDBSCAN



HDBSCAN & DBSCAN
Combinaison (2/3)

Pourquoi : Si la stabilité des 
petits clusters est trop 
importante, HDBSCAN en 
sélectionne trop.

Comment : Ajout d’un 
paramètre de seuil 𝜀𝐷𝐵𝑆𝐶𝐴𝑁.

1

𝜺𝐷𝐵𝑆𝐶𝐴𝑁



HDBSCAN & DBSCAN
Combinaison (3/3)

DBSCAN

HDBSCAN

HDBSCAN & DBSCAN



Performance

Objectif : Trouver une 
métrique pour évaluer nos 
clusters.

Idée : Utiliser les 
classifications d’experts.

Comment : Calculer un 
score de performance entre 
les classifications d’experts 
et de HDBSCAN.

Matrice de croisée entre les classes de l’expert et les clusters

→ Problème : métrique coûteuse dans le cadre de 
travaux automatisés.

Score = 0.58

1 – Score de performance (1/2) 



Performance
1 – Score de performance (2/2)

Objectif : Trouver une 
métrique pour évaluer nos 
clusters.

→ Corrélation entre le score 
de performance et l’inertie 
inter-classe.

Inertie inter-classe
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Inertie Totale :

𝐼𝑡𝑜𝑡 =
1

𝑛


𝑖=1

𝑛

𝑑2(𝑒𝑖 , 𝑔)

Inertie intra : 

𝐼𝑖𝑛𝑡𝑟𝑎 =
1

𝑛


𝑖=1

𝑘



𝑒∈𝑔𝑖

𝑑2(𝑒, 𝑔𝑖)

Inertie inter : 

𝐼𝑖𝑛𝑡𝑒𝑟 =
1

𝑛


𝑖=1

𝑘

𝑛𝑖𝑑2(𝑔𝑖 , 𝑔)

𝑰𝒕𝒐𝒕 =  𝑰𝒊𝒏𝒕𝒓𝒂 +  𝑰𝒊𝒏𝒕𝒆𝒓

Un bon clustering maximise 𝑰𝒊𝒏𝒕𝒆𝒓 ou minimise 𝑰𝒊𝒏𝒕𝒓𝒂.

→ Objectif : Maximiser 𝑰𝒊𝒏𝒕𝒆𝒓, car corrélée avec le score 
de performance.

Inertie totale

Inertie inter + Inertie intra

𝒆𝒊

𝒈𝟏

𝒈

Performance
2 – Inertie



Performance

𝑰𝒕𝒐𝒕 =  𝑰𝒊𝒏𝒕𝒓𝒂 +  𝑰𝒊𝒏𝒕𝒆𝒓

→ Problème : 𝑰𝒊𝒏𝒕𝒆𝒓 est maximisé lorsque 
𝑰𝒊𝒏𝒕𝒓𝒂 = 𝟎 : chaque cluster contient 1 point.

→ Ajouter un critère de pénalisation basé 
sur le nombre de clusters : 𝑝𝑐𝑙𝑢𝑠𝑡𝑒𝑟(𝑛𝑐𝑙𝑢𝑠𝑡𝑒𝑟). 

𝑰𝒕𝒐𝒕 =
1

𝑛


𝑖=1

𝑛

𝑑2(𝑒𝑖 , 𝑔)

→ Problème : 𝑰𝒕𝒐𝒕 ne prend pas en compte 
les outliers.

→ Ajouter un critère de pénalisation basé 
sur le taux d’outliers : 𝑝𝑜𝑢𝑡𝑙𝑖𝑒𝑟(𝑡𝑜𝑢𝑡𝑙𝑖𝑒𝑟). 

Evolution du facteur de pénalisation en fonction du nombre de clusters,
Contrats UC

Evolution du facteur de pénalisation en fonction du taux d’outliers,
Contrats UC

3 – Critères de pénalisation



Objectif : Maximiser le critère d’optimisation : 𝒄 =  𝒑𝒄𝒍𝒖𝒔𝒕𝒆𝒓 𝒏𝒄𝒍𝒖𝒔𝒕𝒆𝒓 ∗ 𝒑𝒐𝒖𝒕𝒍𝒊𝒆𝒓 𝒕𝒐𝒖𝒕𝒍𝒊𝒆𝒓 ∗ 𝑰𝒊𝒏𝒕𝒆𝒓

Comment : Rechercher les hyper-paramètres optimaux de notre modèle exhaustivement par 
grid-search.

Performance

Hyper-paramètres : HDBSCAN possède 3 hyper-paramètres déterminants :

•  Min samples : Détermine la prédisposition à classer des points comme 
outlier en jouant sur la core_distance.

•  Min cluster size : Détermine la taille minimale d’un cluster.

•  Epsilon : Détermine la prédisposition à fusionner les clusters de faible 
cardinalité ensemble.

4 – Optimisation



Obtention de groupes 
d’anomalies identifiables.

Les outliers sont des anomalies 
non-catégorisées.

Traitement des anomalies 
5 – Résultats



Traitement des anomalies 
Performances du partitionnement (EURO)

•  Les performances sont élevées quand le nombre d’anomalies est 
conséquent.

•  Faible part de points considérés comme bruit.

•  Faibles performances entre mai et septembre 2022.



Traitement des anomalies 
Comment déterminer les variables explicatives ?

•  On calcule l’écart entre 
plusieurs statistiques des 
partitions par rapport à celles 
de la base de données des 
contrats en règle.

•  Les variables correspondant 
aux écarts les plus 
importants sont considérées 
comme étant explicatives 
selon la méthode utilisée.



Traitement des anomalies 
Visualisation du partitionnement

Beaucoup de clusters 
sont liées dans le 
graphe :

→ Leurs anomalies ont 
de fortes chances 
d’être similaires.

Remarque :
Les variables explicatives ne sont pas tout le temps fiables. 
→ Variables retournées ne possèdent parfois pas d’écart significatif apparent.

Obtenir des clusters pertinents nécessite pour le moment beaucoup de ressources.
→ 96 cœurs de calcul utilisés en parallèle durant la phase d’optimisation.



Conclusion 

•  Validation de l’algorithme d’optimisation du partitionnement.

•  Mise en place du modèle en production.

•  Perspective d’utilisation d’une base de données plus détaillée dite enrichie.



Annexes



𝑎

Objectif : Obtenir une meilleure 
mesure de la proximité des 
points.

Idée : « Eloigner » les 
observations dans les espaces 
clairsemés sans modifier les 
zones denses.

Comment : Créer la distance 
d’accessibilité mutuelle 
𝑑𝑚𝑢𝑡𝑢𝑎𝑙 𝑟𝑒𝑎𝑐ℎ.

La 𝑐𝑜𝑟𝑒_𝑑𝑖𝑠𝑡𝑎𝑛𝑐𝑒𝑎 est le rayon d’un cercle contenant le 
point 𝑎 et 𝑚𝑖𝑛_𝑠𝑎𝑚𝑝𝑙𝑒 points (y compris 𝑎).

HDBSCAN
Choix d’une nouvelle métrique (1/4)



𝒅𝒎𝒖𝒕𝒖𝒂𝒍 𝒓𝒆𝒂𝒄𝒉 𝑎, 𝑏 = max(𝑑𝑐𝑜𝑟𝑒(𝑎),  𝑑𝑐𝑜𝑟𝑒 𝑏  ,  𝑑𝑒𝑢𝑐𝑙𝑖𝑑 𝑎, 𝑏)

𝑎

𝑏

Objectif : Obtenir une meilleure 
mesure de la proximité des 
points.

Idée : « Eloigner » les 
observations dans les espaces 
clairsemés sans modifier les 
zones denses.

Comment : Créer la distance 
d’accessibilité mutuelle 
𝑑𝑚𝑢𝑡𝑢𝑎𝑙 𝑟𝑒𝑎𝑐ℎ.

HDBSCAN
Choix d’une nouvelle métrique (2/4)



𝑐

𝑎

𝑏

𝒅𝒎𝒖𝒕𝒖𝒂𝒍 𝒓𝒆𝒂𝒄𝒉 𝑎, 𝑏 = max(𝑑𝑐𝑜𝑟𝑒(𝑎),  𝑑𝑐𝑜𝑟𝑒 𝑏  ,  𝑑𝑒𝑢𝑐𝑙𝑖𝑑 𝑎, 𝑏)𝒅𝒎𝒖𝒕𝒖𝒂𝒍 𝒓𝒆𝒂𝒄𝒉 𝑎, 𝑐 = max(𝑑𝑐𝑜𝑟𝑒(𝑎),  𝑑𝑐𝑜𝑟𝑒 𝑐  ,  𝑑𝑒𝑢𝑐𝑙𝑖𝑑 𝑎, 𝑐)

Objectif : Obtenir une meilleure 
mesure de la proximité des 
points.

Idée : « Eloigner » les 
observations dans les espaces 
clairsemés sans modifier les 
zones denses.

Comment : Créer la distance 
d’accessibilité mutuelle 
𝑑𝑚𝑢𝑡𝑢𝑎𝑙 𝑟𝑒𝑎𝑐ℎ.

Choix d’une nouvelle métrique (3/4)

HDBSCAN



𝒅𝒎𝒖𝒕𝒖𝒂𝒍 𝒓𝒆𝒂𝒄𝒉 𝑎, 𝑐 = max(𝑑𝑐𝑜𝑟𝑒(𝑎),  𝑑𝑐𝑜𝑟𝑒 𝑐  ,  𝑑𝑒𝑢𝑐𝑙𝑖𝑑 𝑎, 𝑐)

𝑐

Objectif : Obtenir une meilleure 
mesure de la proximité des 
points.

Idée : « Eloigner » les 
observations dans les espaces 
clairsemés sans modifier les 
zones denses.

Comment : Créer la distance 
d’accessibilité mutuelle 
𝑑𝑚𝑢𝑡𝑢𝑎𝑙 𝑟𝑒𝑎𝑐ℎ.

HDBSCAN
Choix d’une nouvelle métrique (4/4)
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