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Motivations

➢Existe-t-il une méthode pour interpoler et extrapoler les données lorsque la 
distribution est

➢non gaussienne

➢non linéaire

➢en haute dimension

➢Peut-on avoir un modèle génératif interprétable qui calibre une distribution 
inconnue ?



L’interpolation et l’extrapolation avec CodPy

➢Qu'est-ce que CodPy?

• CodPy est une bibliothèque open-source d'apprentissage automatique basée sur la 
théorie de l’espace de Hilbert à noyau reproduisant (RKHS) et le transport optimal.

➢Pourquoi CodPy?

• Modèles d'apprentissage automatique interprétables

• Erreurs de prédiction par les fonctions de la discrépance

• Entraînement rapide du modèle 

• Entraînement avec un petit nombre d'exemples

• Les méthodes d'apprentissage automatique supervisées, non supervisées et semi-
supervisées.

• Calcul des sensibilités et solution des EDP (opérateurs différentiels à noyau) 



Contexte

➢Étant donné un ensemble de variables explicatives 𝑋 ∈ ℝ𝑁𝑥,𝐷et de variables de 
réponse 𝑓 𝑋 ∈ ℝ𝑁𝑥,𝐷𝑓, nous voulons établir une relation entre elles, ce processus 
est défini comme l'apprentissage automatique supervisé.

➢La pratique courante consiste à diviser les données en le train set 𝑋, 𝑓 𝑋 et le 
test set 𝑍, 𝑓 𝑍 . Le processus consiste à trouver une relation entre les variables 
𝑋 et 𝑓 𝑋 , puis à généraliser le modèle à des variables inconnues, c'est-à-dire 
l'ensemble de test.

➢La première étape est l'interpolation, et la seconde l'extrapolation.



Exemple: Ajustement de courbe et la prévision 

➢Les ensembles 𝑋, 𝑓 𝑋 , 𝑍, 𝑓 𝑍 correspondent aux données que l'on veut interpoler et 
extrapoler respectivement.

La régression linaire La régression polynomial



Quelles méthodes peut-on utiliser pour les problèmes d'interpolation 
et d'extrapolation ?

➢Modèles de régression linéaire et polynomiale

➢Réseaux de neurones

➢XGBoost

➢Méthodes à noyaux:
➢ Modèles de régression linaire et non linéaires

➢ Les SVMs

➢ Les processus gaussiens



RKHS: la définition

➢Nous appelons une fonction 𝑘: 𝒳 × 𝒳 ↦ 𝑅 un noyau si elle est symétrique et définie-
positive.

➢L’espace de Hilbert à noyau reproduisant (RKHS) ℋ𝓀 est un espace de Hilbert, généré 
par le noyau 𝑘, dont le produit scalaire satisfait à la propriété de reproduction suivante

𝑘 𝑥, 𝑦 = 𝑘 𝑥,⋅ , 𝑘 𝑦,⋅ ℋ𝓀
, ∀ 𝑥, 𝑦 ∈ 𝒳 × 𝒳

➢Exemple: le noyau Gaussien

𝑘 𝑥, 𝑦 = 𝑒−
𝑥−𝑦 2

2𝜎



RKHS: l’interpolation – l’extrapolation

Considérons la matrice de noyau 𝐾 𝑋, 𝑍 :=  𝑘 𝑥𝑛, 𝑧𝑚
𝑛,𝑚=1

𝑁𝑥,𝑁𝑧
comme une matrice définie 

positive induite par le noyau Gaussien.

L'interpolation/extrapolation basée sur le noyau
est donnée par

𝑓𝑋 = 𝒫𝓀 𝑋, 𝑋 𝑓(𝑋) = 𝐾 𝑋, 𝑋 𝐾 𝑋, 𝑋 −1𝑓(𝑋)

𝑓𝑧 = 𝒫𝓀 𝑋, 𝑍 𝑓(𝑋) = 𝐾 𝑍, 𝑋 𝐾 𝑋, 𝑋 −1𝑓(𝑋)

La complexité algorithmique est de l'ordre de 𝒪 𝑁𝑥
3 .

Coûteux pour certains problèmes

L’interpolation:

L'extrapolation:



Peut-on traiter les grandes bases de données ?

➢L'opérateur de projection permet d'interpoler et d'extrapoler efficacement sur un 
grand nombre d'exemples.

𝒫𝓀 𝑋, 𝑌, 𝑋 ≔ 𝐾 𝑌, 𝑋 𝐾 𝑌, 𝑋 𝐾 𝑋, 𝑌 + ϵ𝐼𝑑
−1𝐾 𝑌, 𝑋 𝑓(𝑋),

𝒫𝓀 𝑋, 𝑌, 𝑍 ≔ 𝐾 𝑌, 𝑍 𝐾 𝑌, 𝑋 𝐾 𝑋, 𝑌 + ϵ𝐼𝑑
−1𝐾 𝑌, 𝑋 𝑓(𝑋),

➢La complexité algorithmique est de l'ordre de 

𝐷 𝑁𝑦
3

+ 𝑁𝑦
2

𝑁𝑥 + 𝑁𝑦
2

𝑁𝑧 ,

linéaire dans l'interpolation et l'extrapolation

𝑌 est le paramètre interne, ϵ ≥ 0 est un terme de régularisation.

L'extrapolation:

L’interpolation:



La discrépance et l'erreur maximale de prédiction

➢La discrépance entre 𝑋 ∈ ℝ𝑁𝑥,𝐷et 𝑌 ∈ ℝ𝑁𝑦,𝐷est définie comme

𝐷𝑘 𝑋, 𝑌 2 ≔
1

𝑁𝑥
2 

𝑛,𝑚=1

𝑁𝑥

𝑘 𝑥𝑛, 𝑥𝑚 +
1

𝑁𝑦
2 

𝑛,𝑚

𝑁𝑦

𝑘 𝑦𝑛, 𝑦𝑚 −
2

𝑁𝑥𝑁𝑦


𝑛,𝑚=1

𝑁𝑥,𝑁𝑦

𝑘 𝑥𝑛, 𝑦𝑚

➢Nous pouvons choisir le noyau 𝑘 pour contrôler l'erreur de prédiction:

ȁ𝑓 𝑍 − 𝑓𝑧ȁℓ2 ≤ (𝐷𝑘 𝑋, 𝑌 + 𝐷𝑘 𝑌, 𝑍 ) ∥𝑓∥ℋ𝓀



Les cartes

Dans de nombreux cas traitant des données brutes, nous souhaitons utiliser une 
transformation. La notion de carte 𝑆: 𝑘(𝑥, 𝑦) → 𝑘 ∘ 𝑆 𝑥, 𝑦 permet de trouver la 
transformation adaptée au noyau et au modèle. 

Quelques exemples:

➢log-return

➢à l'échelle de la distance moyenne

➢…

Nous pouvons non seulement générer de nouveaux noyaux en utilisant ces cartes, 
mais aussi représenter un réseau de neurones



Modèle génératif à noyau basé sur le transport optimal

Étant donné une distribution inconnue 𝕏, nous aimerions être en mesure d'en tirer un 
échantillon. Quelles méthodes pouvons-nous utiliser ?

➢Méthode du maximum de vraisemblance

➢MCMC et méthodes bayésiennes

➢Les GANs

➢Modèle génératif à noyau basé sur le transport optimal



Transport optimal

Nous voulons calculer une carte 𝑇 transportant de la distribution source 𝑌~𝕐 ∈ ℝ𝑁𝑦,𝐷 à cible 𝑋~𝕏 ∈ ℝ𝑁𝑥,𝐷.
𝑇 est définie par toute carte de permutation 𝜎: {1, … , 𝑁𝑥} ↦ {1, … , 𝑁𝑥}

𝑇 𝑌 ≔ 𝑋σ ≔ {𝑥σ 𝑛 }𝑛=1
𝑁𝑥



Le plan de transport optimal 

➢Le plan de transport optimal peut être trouvé en résolvant le problème suivant :

ഥσ = arg inf
σ∈Σ

𝑇𝑟 𝑀𝑘 𝑋σ, 𝑌 ,

𝑀𝑘 est la matrice de coût induite par le noyau 𝑘.

𝑋:

𝑌:



L’operateur de sampling

➢En utilisant les méthodes du noyau, nous pouvons apprendre cette carte de transport. 

➢Le modèle génératif à noyau basé sur le transport optimal est une méthode 
d'estimation non paramétrée de la distribution.

➢Le modèle génératif est défini comme

𝐺 𝑧 : 𝑧: ↦ 𝒫𝓀 𝑌, 𝑌, 𝑧 𝑋ഥσ,    𝑌~𝕐, 𝑋~𝕏, 

𝐺 𝑧 ~ 𝕏, 𝑧 ~ 𝕐

L’operateur de sampling



Modèle génératif à noyau basé sur le transport optimal

IID: 𝑌~𝕐

Préparation

Transport optimal
Calcul de la carte de 

transport: 𝑇 𝑌 = 𝑋σ

Apprentissage

Calibration du modèle à 

noyau 𝒫𝓀 𝑌, 𝑌, 𝑧

Distribution inconnue: 𝑋~𝕏

• L’échantillon 

statistiquement proche 

de la distribution 

inconnue 𝕏

Modèle génératif

𝐺 𝑧 : 𝑧 ↦ 𝒫𝓀 𝑌, 𝑌, 𝑧 𝑋ഥσ

IID: 𝑧~𝕐

Le noyau: 𝑘



CodPy: Interface python simple

➢Pour extrapoler, nous utilisons l'opérateur de projection :

f_z = op.projection(x = x,y = x, z = z, fx = fx, ∗∗kwargs)

➢ x, fx, z = x correspondent aux données que l’on veut interpoler
➢ x, fx, z ≠ x correspondent aux données que l’on veut extrapoler

➢Deux hyperparamètres:  le noyau et la carte

kwargs = {

'set_codpy_kernel':kernel_setters.kernel_helper(kernel_setters.set_ke
rnel, 0, 1e-8, map_setters.set_map)

}



CodPy: Interface python simple

➢ L'opérateur de sampling :

alg.sampler(X, Y, z, M,∗∗kwargs)

➢ X correspond à la distribution inconnue 𝕏.
➢ z, Y correspondent aux variables aléatoires IID de la distribution source 𝕐.
➢ M est le nombre de variables aléatoires que nous échantillonnons.

➢Deux hyperparamètres:  le noyau et la carte

kwargs = {

'set_codpy_kernel':kernel_setters.kernel_helper(kernel_setters.set_kernel, 0, 1e-8,

map_setters.set_map)

}



Use-case: Génération de données synthétiques

➢Nous observons le prix d'un actif 𝑋 = 𝑋1, … , 𝑋𝑇 .

➢L’hypothèse markovienne:

𝑋𝑡 = 𝑋𝑠𝑒 𝑡−𝑠 𝜇+ 𝑡−𝑠𝕏

➢En utilisant l'opérateur de projection et le transport optimal, comment pouvons-nous 
générer différents scénarios de marché pour le prix de l'actif ?

➢Ex. Prix Google du  01.01.2016 au 31.12.2020, 

T = 1306.



Solution: modèle à noyau et le transport optimal

1. La sélection d’un noyau 𝑘, l’application d’une carte de 
log-return:

෨𝑋 𝑗=1
𝑇 : = 𝑆 𝑋 𝑗=1

𝑇 =
𝑙𝑛 𝑋𝑗+1 − 𝑙𝑛 𝑋𝑗

𝑡𝑗+1−𝑡𝑗
𝑗=1

𝑇

, ෨𝑋~ 𝕏.

2. L’application de l'opérateur de sampling pour obtenir 
des échantillons 𝑍 :

𝐺 𝑧 : 𝑧: ↦ 𝒫𝓀 𝑌, 𝑌, 𝑧 ෨𝑋ഥσ

3. L’application de la transformation inverse 𝑆−1 pour 
obtenir des scénarios du prix de l'actif.

01.01.2016                                                                           31.12.2020



Use-case : Optimisation du recouvrement de créance (NPL)

Objectif et problématique

Approche

Résultats

Illustration

▪ Amélioration opérationnelle : Limiter le recours au recouvrement 
(ARA) pour les clients devant être traités en Agence

▪ Expérience client : Limiter l’attrition des clients
▪ Fraude : Identifier les cas à céder dès l’incident
▪ Provisions : limiter les impacts financiers pour la Banque

▪ Construction d’un modèle permettant de prédire la trajectoire du taux de recouvrement sur 300 jours pour chaque étape du 
processus

- Agence
- Recouvrement amiable (ARA)
- Contentieux

▪ Constitution d’une base de 100 000 incidents
▪ Transformation des variables en séries temporelles
▪ Analyse de 60 variables et sélection automatique de 7 variables discriminantes pour un modèle de prédiction optimal
▪ Construction d’un modèle de probabilité de pertes pour l’identification des cessions à réaliser en amont

▪ 90% de fiabilité obtenue pour le modèle de trajectoires prédictives sur le comportement de paiement des clients

▪ 98% de fiabilité obtenue sur le modèle de probabilité de pertes

▪ Déploiement pilote (MVP) pour une phase de test en situation réelle

Les scores obtenus permettent de choisir le traitement 
opérationnel optimal à chaque pas de tempsPrédiction de séries temporelles (exposition client)

Calcul de probabilités conditionnelles (défaut client)

Multitude sources de risques (100 variables explicatives)



Les méthodes à noyaux:

➢ permettent d'interpoler et d'extrapoler efficacement les données

➢ n'ont que deux hyperparamètres à choisir;

➢ permettent de contrôler l'erreur d'extrapolation et sont interprétables;

➢ ont un lien naturel avec le transport optimal;

➢ ne nécessitent pas un échantillon de grande taille.

Avec les fonctions CodPy:

➢ vous pouvez calibrer un processus stochastique markovien;

➢ vous pouvez traiter des bases de données relativement grandes (CEBPL);

➢ vous pouvez extrapoler et interpoler avec plus de 10 noyaux différents et cartes.

Conclusion

pip install codpy



➢Clustering
➢Détection des fraudes

➢Évaluation d'option et sensibilités

➢L’explication PnL

➢…

Pour aller plus loin
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Nos Publications Scientifiques
Nos publications scientifiques se découpent en deux volets : une partie théorique qui porte sur les fondements mathématiques de nos méthodes innovantes et une 
partie algorithmique qui porte sur notre librairie d’algorithmes (Kernel Methods) :
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https://www.sciencedirect.com/science/journal/00457825
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